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图 1: 我们的方法在多种生成任务中的结果。我们的方法显著提高了图像生成速度（秒/图）。

摘要

扩散模型的主要缺点之一是图像生成的推理时间较慢。解决这一问题的最
成功方法之一是蒸馏技术。然而，这些方法需要消耗大量的计算资源。在本
文中，我们提出了一种不同的扩散模型加速方法。我们对 UNet编码器进行
了全面的研究，并实证分析了编码器特征的行为变化。这项研究揭示了推
理过程中编码器特征变化较小，而解码器特征在不同时间步之间的变化显
著。这一发现促使我们在某些相邻时间步省略编码器的计算，并重复利用先
前时间步的编码器特征作为解码器的输入，从而在多个时间步执行解码器
的并行计算，进一步加速去噪过程。此外，我们引入了一种先验噪声注入方
法，以提升生成图像的纹理细节表现。除了标准的文本生成图像任务外，我
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们还在其他任务中验证了我们的方法，包括文本生成视频、个性化生成和
参考引导生成。在不使用任何知识蒸馏技术的情况下，我们的方法分别将
稳定扩散 (SD) 和 DeepFloyd-IF 模型的采样速度提升了 41% 和 24%，以及
DiT模型的采样速度提升了 34%，同时保持了高质量的生成性能。项目主页:
https://sen-mao.github.io/FasterDiffusion/。

1 引言
扩散模型（Diffusion Models, DMs） [1, 2, 3]是图像生成领域的一种流行范式，近年来在多个
领域取得了显著突破，包括文本生成视频 [4, 5, 6]、个性化图像生成 [7, 8, 9]和参考引导图像
生成 [10, 11, 12]。尽管扩散模型能够生成具有卓越视觉质量的图像，但其主要缺点在于推理
时间较长。例如，与生成对抗网络（GANs）相比，原始扩散模型的推理时间慢了几个数量
级。加速扩散模型的一大难题在于其固有的逐步去噪过程，这种序列特性限制了高效并行化
的可能性。

为了提高扩散模型的推理速度，已经开发了多种方法，这些方法大致可以分为两类：首先是步
数减少方法，其目标是通过减少扩散模型推理中的采样步数来加速生成过程，例如DDIM [13]
和 DPM-Solver [14]，这些方法显著减少了采样步数的数量。其次是知识蒸馏方法，该类方法
通过逐步将一个慢速（多步）教师模型蒸馏为一个快速（少步）学生模型 [15, 16]。尽管一些
最新的研究 [17, 18, 19] 在少步采样场景下能够生成高保真的图像，但在单步采样中仍面临
保持图像质量和多样性的挑战。知识蒸馏方法的主要缺点在于，它需要对模型进行重新训练
以完成蒸馏过程，从而将其转化为更快的扩散模型。

图 2: 可视化分层特征 1。我们参考
PnP [20]，对分层特征应用主成分分析
（PCA），并使用前三个主成分生成 RGB
图像以进行可视化。从结果可以看出，编
码器特征在多个时间步之间变化较小且
具有较高的相似性（顶部），而解码器特
征在不同时间步之间表现出显著的变化
（底部）。

与上述方法不同，我们深入研究了扩散模型逐步
去噪过程的序列特性，重点关注预训练扩散模型
（例如 SD 和 DiT [21]2）中编码器的特性。有趣
的是，基于我们在 Sec 3.2中所呈现的分析，我
们发现编码器特征的变化非常小（如 Fig. 3a 所
示），并且具有高度的相似性（如 Fig. 2（顶部）
所示），而解码器特征在不同时间步之间的变化
则非常显著（如 Fig. 3a和 Fig. 2（底部）所示）。这
一发现至关重要，因为它使我们能够在多个时间
步中绕过编码器的重复计算。由于基于相同编码
器输入的解码器计算可以并行进行，我们可以将
一个时间步中计算出的编码器特征（由于变化极
小）重复用于后续时间步的解码器输入。与最近的DeepCache [22]和 CacheMe [23]方法不同，
这些方法虽然也利用了特征的相似性来实现加速，但仍依赖于序列化去噪，并且 CacheMe需
要对模型进行微调。我们的方法支持并行处理，从而显著加快了推理速度（如 Tab. 2所示）。

我们证明了所提出的传播方案将 SD的采样速度提升了 24%，DeepFloyd-IF的采样速度提升
了 18%，DiT的采样速度提升了 27%。此外，由于相同的编码器特征（来自之前时间步）可
以作为解码器在多个后续时间步中的输入，这使得多个时间步的解码过程可以并行进行。通
过这种并行处理，SD的采样速度进一步加速到 41%，DeepFloyd-IF达到 24%，DiT提升到
34%。为了缓解生成质量的下降，我们引入了一种先验噪声注入策略，以保留生成图像中的
纹理细节。凭借这些创新点，我们的方法在提高采样效率的同时保持了高质量的图像生成性
能。更重要的是，我们的方法可以与现有的多种加速扩散模型的方法相结合。与基于蒸馏的

1请参阅 Appendix A中关于所有块分层特征的可视化结果。
2我们将 DiT的前几个 Transformer块定义为编码器，其余部分定义为解码器。
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(a) (b) (c)

图 3: 分析扩散模型中的 UNet特性。 (a)使用均方误差（MSE）衡量相邻时间步特征的变化。
(b) 提取 UNet 各层在每个时间步的分层特征输出，沿通道维度进行平均以获得二维分层特
征，并计算其 Frobenius范数。(c) UNet编码器的分层特征表现出较低的标准差，而解码器
的分层特征则表现出较高的标准差。

方法相比，我们的主要优势在于该方法可以直接应用于推理阶段，无需重新训练一个更快的
蒸馏模型，从而避免了蒸馏过程所需的高昂计算成本，对于计算资源有限的用户尤其有利。
最后，我们在多种条件扩散任务中验证了方法的有效性，包括文本生成视频（如 Text2Video-
zero [4]和 VideoFusion [5]）、个性化图像生成（如 Dreambooth [7]）以及参考引导图像生成
（如 ControlNet [10]）。

总结而言，我们的主要贡献如下：

• 我们对扩散模型中 UNet的特征进行了全面的实证研究，发现编码器特征变化极小（而解
码器特征变化显著）。

• 我们提出了一种针对扩散模型在相邻时间步进行采样的并行策略，大幅加速了去噪过程。
重要的是，我们的方法无需任何训练或微调。

• 此外，我们还提出了一种先验噪声注入方法，以提升图像质量（主要改善高频纹理的质量）。

• 我们的方法可以与现有方法（如 DDIM和 DPM-solver）相结合，以进一步加速扩散模型的
推理时间。

2 相关工作

去噪扩散模型。 近年来，文本生成图像的扩散模型 [1, 24, 25, 26]取得了显著进展。其中，
Stable Diffusion和 DeepFloyd-IF脱颖而出，成为当前开源社区中最成功的扩散模型之一。这
些模型基于 UNet架构，具有高度的通用性，可应用于广泛的任务，例如图像编辑 [27, 28]、
超分辨率 [29, 30]、分割 [31, 32]和目标检测 [33, 34]。鉴于 Transformer网络的强大扩展性，
DiT [21]探索了基于 Transformer的扩散模型骨干网络。

扩散模型加速。 扩散模型通过基于 UNet的迭代去噪进行图像生成，但这一过程耗时较长。
为了解决这一问题，已有大量研究工作提出了不同的优化策略。一种策略是采用高效的扩
散模型求解器，例如 DDIM [13]和 DPM-Solver [14]，这些方法显著减少了采样步骤。此外，
ToMe [35]利用 token冗余来减少注意力操作 [36]中的计算开销。与此相对，知识蒸馏方法
（如学生模型的逐步简化 [15, 16]）旨在简化现有模型。一些最新研究将模型压缩与蒸馏相结
合，以实现更快的采样 [37, 38]。与这些方法正交，我们提出了一种全新的方法来提升扩散模
型推理过程中的采样效率。我们进一步证明了，我们的方法可以与现有多种加速方法结合，
从而实现更进一步的加速效果。

DeepCache [22] 和 CacheMe [23] 是最近两种利用特征相似性实现加速的研究方法。Deep-
Cache [22] 采用了一种直接重用前一步缓存特征的策略，但需要迭代去噪过程。此外，
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图 4: (a)标准的 SD采样流程。(b) UNet架构。(c)编码器传播。我们在某些相邻时间步中省
略编码器的计算，并行复用前一时间步的编码器特征作为解码器的输入。在每两次迭代中应
用统一的编码器传播策略。需要注意的是，在时间步 t−1中预测噪声时，并不需要 zt−1（即
Eq. 1: zt−2 =

√
αt−2

αt−1
zt−1 +

√
αt−2

(√
1

αt−2
− 1−

√
1

αt−1
− 1

)
· ϵθ(���XXXzt−1, t − 1, c)）。(d)解码

器传播。生成的图像通常未能完全覆盖文本提示中的某些特定对象。例如，对于提示词“一
个戴着眼镜和毛线帽、留着胡子的男人”，该方法未能生成与“眼镜”相关的内容。量化评
估详见 Appendix F。(e)应用非统一策略的编码器传播。得益于我们的传播方案，我们能够
在某些相邻时间步中并行执行解码器操作。

CacheMe [23] 需要额外的微调以获得更好的性能。与这些方法相比，我们的方法支持并行
处理，从而显著加快了推理速度。

3 方法

我们首先简要回顾了 SD的架构（见 Sec. 3.1），然后对 UNet的分层特征进行了全面分析（见
Sec. 3.2）。我们的分析表明，扩散模型的去噪过程可以部分实现并行化。因此，我们提出了
一种新方法来加速扩散采样，同时在很大程度上保持生成质量和保真度（见 Sec. 3.3）。

3.1 潜在扩散模型

在扩散推理阶段，去噪网络 ϵθ 以文本嵌入 c、潜在编码 zt 和时间嵌入为输入，预测噪声并
通过 DDIM调度器 [13]生成潜在变量 zt−1：

zt−1 =
√

αt−1

αt
zt +

√
αt−1

(√
1

αt−1
− 1−

√
1
αt

− 1
)
· ϵθ(zt, t, c), (1)

其中，αt 是时间步 t (t = T, ..., 1)的预定义标量函数。典型的去噪网络采用基于 UNet的架
构，分别由编码器 E、瓶颈层 B 和解码器 D 组成（如 Fig. 4b所示）。编码器 E 提取的分层
特征通过跳跃连接注入到解码器 D中（如 Fig. 4a所示）。为便于描述，我们将 UNet分为特
定的块：E = {E(·)s}、B = {B(·)8}和 D = {D(·)s}，其中 s ∈ {8, 16, 32, 64}（详见 Fig. 4b）。
E(·)s 和 D(·)s 分别表示编码器和解码器中输入分辨率为 s的块层 3。

Diffusion Transformer (DiT) [21] 是一种面向扩散模型的新型架构。它用 Transformer 替代了
传统的 UNet骨干网络，由 28个块组成。根据我们的观察，我们将前 18个块定义为编码器，
将剩余的 10个块定义为解码器（详见 Appendix A.3）。

3一旦我们将具体输入替换为 E(·)s 中的 ·，则定义它表示 E(·)s 的特征。
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3.2 分析扩散模型中的 UNet

在本节中，我们以基于 UNet的扩散模型为例，分析预训练扩散模型的特性。我们深入研究
了由编码器 E、瓶颈层 B 和解码器 D 组成的 UNet，以更深入地理解 UNet的不同部分。需
要注意的是，下述观察到的特性同样存在于 DiT中（详见 Appendix A.3）。

特征在时间步之间的演化。 我们通过实验观察到，编码器特征在相邻时间步的变化非常微
小，而解码器特征在不同时间步之间的变化显著（见 Fig. 3a和 Fig. 2）。具体来说，给定一个预
训练的扩散模型，我们迭代生成潜在编码 zt（见 Eq. 1），以及相应的分层特征：{E(zt, c, t)s}、
{B(zt, c, t)8}和 {D(zt, c, t)s}，其中 s ∈ {8, 16, 32, 64} 4，如 Fig. 4b所示。我们在此分析分
层特征在相邻时间步的变化情况。为了实现这一目标，我们通过以下公式量化分层特征的变
化：

∆E(·)s = 1
d×s2 ∥E(zt, c, t)s − E(zt−1, c, t− 1)s∥22, (2)

其中，d表示 E(zt, c, t)s 的通道数量。同样地，我们也计算 ∆B(·)8 和 ∆D(·)s 的变化量。

如 Fig. 3a所示，对于编码器 E 和解码器 D，特征变化曲线呈现相似趋势：在初期增长后，变
化达到一个平台期，然后下降，最后在推理阶段末端再次增长。然而，∆E(·)s 和∆D(·)s 的变
化幅度在数量上有显著差异。例如，∆E(·)s 的最大值和方差分别小于 0.4和 0.05（见 Fig. 3a
中的放大区域），而∆D(·)s 的对应值约为 5和 30（见 Fig. 3a）。此外，我们发现解码器最后一
层的变化 ∆D(·)64 接近于零。这是因为去噪网络的输出在相邻时间步之间较为相似 [39]。综
上所述，在整个推理阶段，编码器特征变化 ∆E(·)s 总体上小于解码器特征变化 ∆D(·)s。

层间特征的演化。 我们通过实验观察到，在所有时间步中，编码器和解码器的特征性质存
在显著差异。对于编码器 E，特征变化的强度较小，而对于解码器 D，特征变化则非常剧烈。
具体来说，我们计算了在所有时间步上的分层特征 E(zt, c, t)s 的 Frobenius 范数，并将其定
义为 FE(·)s = {FE(zT ,c,T )s , ...,FE(z1,c,1)s}。同样地，我们分别计算了 FB(·)8 和 FD(·)s。

如 Fig. 3b所示，图中通过箱线图展示了各层特征的演化情况 5。具体来说，对于
{
FE(·)s

}
和{

FB(·)8
}
，箱体相对紧凑，第一个四分位数和第三个四分位数之间的范围较窄。例如，这些

特征的最大箱体高度（FE(.)32）小于 5（见 Fig. 3b的放大区域）。这表明编码器 E 和瓶颈层
B 的特征变化幅度较小。相比之下，解码器 {D(·)s}的箱体高度则相对较大。例如，D(.)64

的箱体高度在第一个四分位数和第三个四分位数之间超过 150（见 Fig. 3b）。此外，我们还提
供了标准差（见 Fig. 3c），其结果与 Fig. 3b表现出类似的现象。这些结果表明，编码器特征
在所有层之间的差异较小，并具有较高的相似性。然而，解码器特征则发生了显著的演化。

我们可以在某些时间步省略编码器吗？ 正如之前的实验分析所示，在去噪过程中，解码器
特征发生显著变化，而编码器 E 的特征变化幅度很小，并且在某些相邻时间步之间具有高度
相似性。因此，如 Fig. 4c所示，我们提出在某些时间步省略编码器的计算，并在多个解码器
步骤中复用相同的编码器特征。这种方法使我们能够并行计算这些解码器步骤。

具体而言，我们在时间步 t − 1（t − 1 < T）省略编码器的计算，对应的解码器（包括跳跃
连接）使用来自前一时间步 t的编码器 E 的分层输出作为输入，而不是像标准的 SD采样那
样使用当前时间步 t− 1的编码器输出（更多细节见 Sec. 3.3）。

在某些时间步省略编码器时，我们依然能够生成与标准 SD采样（如 Fig. 4a所示）相似的图
像（如 Fig. 4c所示），相关结果也体现在 Tab. 1（第一行和第二行）以及 Appendix F中的附

4在编码器中，特征分辨率为上一层的一半；在解码器中，特征分辨率为上一层的两倍。需要注意的
是，在 SD模型中，E(.)8、B(.)8 和 D(.)64 的特征分辨率保持不变。

5每个箱线图包含特征 Frobenius范数的最小值（0百分位）、最大值（100百分位）、中位数（50百分
位）、第一个四分位数（25百分位）和第三个四分位数（75百分位），例如 {FE(zT ,c,T )s , ...,FE(z1,c,1)s}。
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加结果。相比之下，如果对解码器采用类似策略（即解码器传播），我们发现生成的图像通
常无法完全覆盖文本提示中的某些特定对象（如 Fig. 4d所示）。例如，当提示词为“一个留
着胡子、戴着眼镜和毛线帽的男人”时，在应用解码器传播时，SD模型未能生成“眼镜”。
这是因为语义信息主要包含在解码器的特征中，而非编码器的特征中 [40]。

编码器传播使用前一时间步的编码器输出作为当前解码器的输入，可以在推理阶段加速扩散
模型的采样过程。在接下来的 Sec. 3.3中，我们将对编码器传播进行进一步详细阐述。

3.3 编码器传播

扩散采样结合了迭代去噪和 Transformer的架构，因此计算过程耗时较长。为此，我们提出了
一种新颖且实用的扩散采样加速方法。在扩散采样过程中 t= {T, ..., 1}，我们将执行编码器传
播的时间步称为 非关键 时间步，记为 tnon-key=

{
tnon-key
0 , ..., tnon-key

N−1

}
。其余时间步被称为

关键时间步，记为 tkey=
{
tkey0 , tkey1 , ..., tkeyT−1−N

}
。换句话说，我们在时间步 tnon-key 中省略

编码器的计算，而使用来自时间步 tkey 的编码器分层特征。同时，在初始时间步（tkey0 = T）
中，我们仍然使用编码器 E。因此，扩散推理时间步可以重新表述为

{
tkey, tnon-key

}
，其中

tkey ∪ tnon-key = {T, ..., 1}且 tkey ∩ tnon-key = ∅。接下来，我们将分别介绍统一编码器传播
和非统一编码器传播策略。

如 Fig. 3a 所示，在推理过程中，编码器特征的变化在初始阶段相较于后续阶段更为显
著。因此，我们在推理的初始阶段选择更多的 关键 时间步，而在后续阶段选择较少的
关键 时间步。在实验中，对于使用 DDIM 的 SD 模型，我们将 关键 时间步定义为
tkey={50, 49, 48, 47, 45, 40, 35, 25, 15}。对于 DeepFloyd-IF的三个阶段，关键时间步分别定义
为 tkey={100, 99, 98, . . . , 92, 91, 90, 85, 80, . . . , 25, 20, 15, 14, 13, . . . , 2, 1}6、{50, 49, . . . , 2, 1}和
{75, 73, 70, 66, 61, 55, 48, 40, 31, 21, 10}。关于关键时间步选择的更多细节，详见Appendix F.2。

剩余的时间步被归类为非关键时间步。我们将这一策略称为非均匀编码器传播（见 Fig. 4e）。
如 Fig. 4c所示，我们还探索了固定步长（例如 2）的时间步选择策略，并将其称为均匀编码
器传播。

需要注意的是，我们的方法并未减少采样步骤的数量。在编码器传播期间，解码器仍需要对
所有时间步进行计算，这需要为每个时间步的解码器提供时间嵌入输入，以保持时间上的一
致性（详见 Appendix D）。

Tab. 5报告了关于不同关键和非关键时间步组合的消融实验结果。这些结果表明，非均匀
的关键时间步设置在图像生成中表现更优。

SD (DDIM)

2.42s 1.82s 24%↓

Encoder
propagation

41%↓1.42s

Parallel encoder
propagation

图 5: 与标准 SD（左）相比，编码器传播
将采样时间减少了 24%（中）。此外，并
行编码器传播进一步将采样时间减少了
41%（右）。

并行非均匀编码器传播。 在应用非均匀编码器
传播策略时，对于时间步 t ∈ tnon−key，解码
器的输入不依赖于时间步 t 的编码器输出（见
Fig. 4e）。相反，它依赖于前一个最近的 关键
时间步的编码器输出。这使我们能够在 tnon−key

的相邻时间步中执行并行非均匀编码器传播。我
们在 t 到 t − k + 1 的时间步内并行执行解码操
作。由于解码器在多个时间步的前向传播可以同
时进行，这项技术进一步提高了推理效率。我们
将这种方法称为并行批处理非关键时间步。如 Fig. 5（右）所示，对于 SD模型，这种方法
将评估时间进一步减少了 41%。

6时间步中的省略号表示包含两侧时间步之间的所有时间步。例如，80...25表示从 80到 25的所有
时间步均被包括在内。
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Generated image Low frequency High frequency

图 6:（左）通过 zT 注入，我们保留了图像内容，稍微
弥补了由于编码器传播导致的纹理信息损失。（右）
通过 zT 注入生成的图像振幅与标准 SD生成的图
像非常相似。

先验噪声注入。 尽管编码器传播可以
提高推理阶段的效率，但我们观察到它
会导致生成结果中的纹理信息略有丢
失（见 Fig. 6左图和中图）。受到相关研
究 [41, 42]的启发，我们提出了一种先
验噪声注入策略。该策略在后续时间步
（即 zt）的生成过程中将初始潜在编码
zT 引入，遵循公式 zt = zt+α·zT , if t <
τ，其中 α = 0.003是用于控制 zT 影响
的比例参数。我们从 τ = 25的时间步开
始应用这一注入机制。这种策略性融合
成功改善了纹理信息，且几乎不需要额
外的计算资源。我们发现纹理信息的丢
失发生在频域的所有频率上（见 Fig. 6
右图中的红色和蓝色曲线）。该方法保证了生成结果在频域上与标准 SD和 zT 注入保持接近
（见 Fig. 6右图中的红色和绿色曲线），同时生成的图像保持了理想的保真度（见 Fig. 6左图
底部）。

4 实验

在我们的实验中，我们评估了与其他推理加速方法相比，我们方法的加速效果，同时也探讨
了将我们的方法与这些方法结合的可能性。我们未直接将我们的方法与蒸馏方法进行比较，
尽管蒸馏方法可以提供更优的结果，但其需要耗费大量计算资源进行重新训练。

表 1: 针对 SD 和 DeepFloyd-IF 扩散模型的定
量评估7。

s/image ↓

D
M Sampling

Method
T FID↓ Clip-

score↑
GFLOPs/
image↓ Unet of

DM DM

St
ab

le
D

iff
us

io
n

DDIM 50 21.75 0.773 37050 2.23 2.42
DDIM

w/ Ours 50 21.08 0.783 2735027%↓ 1.2145%↓ 1.4241%↓

DPM-Solver 20 21.36 0.780 14821 0.90 1.14
DPM-Solver

w/ Ours 20 21.25 0.779 1174321%↓ 0.4648%↓ 0.6443%↓

DPM-Solver++ 20 20.51 0.782 14821 0.90 1.13
DPM-Solver++

w/ Ours 20 20.76 0.781 1174321%↓ 0.4648%↓ 0.6443%↓

DDIM + ToMe 50 22.32 0.782 35123 2.07 2.26
DDIM + ToMe

w/ Ours 50 20.73 0.781 2605326%↓ 1.1544%↓ 1.3341%↓

D
ee

pF
lo

yd
-I

F DDPM 225 23.89 0.783 734825 33.91 34.55
DDPM
w/ Ours 225 23.73 0.782 62652315%↓25.6125%↓26.2724%↓

DPM-Solver++100 20.79 0.784 370525 15.19 16.09
DPM-Solver++

w/ Ours 100 20.85 0.785 31338115%↓12.0221%↓12.9720%↓

数 据 集 与 评 估 指 标。 我们从 MS-
COCO2017 验证集 [44] 中随机选择 10K 条
文本提示，输入文本生成图像扩散模型以生
成 10K张图像。对于基于 Transformer架构
的扩散模型，我们从 1000 个 ImageNet [45]
类别标签中随机生成 50K 张图像。对于其
他任务，我们使用与基线相同的设置（例
如 Text2Video-zero [4]、VideoFusion [5]、
Dreambooth [7]和 ControlNet [10]）。我们使
用 Fréchet Inception Distance (FID) [46]评估
生成图像的视觉质量，并使用 Clipscore [43]
衡量图像内容与文本提示的一致性。此外，
我们报告了单张图像的平均计算工作量
（GFLOPs/image）和采样时间（s/image），以
表征生成单张图像所需的资源需求。更详
细的实现信息请见 Appendix A。

4.1 文本生成图像

我们首先在潜在空间（即 SD）和像素空间（即 DeepFloyd-IF）的扩散模型上评估了所提出的
编码器传播方法在标准文本生成图像任务中的表现。如 Tab. 1所示，我们的方法在几乎无性
能下降的情况下显著加速了扩散采样。具体而言，与标准 DDIM 采样在 SD 中的结果相比，
我们的方法大幅减少了计算负担（GFLOPs）27%，并将采样时间减少到 41%。同样地，在

7我们使用 Clipscore的官方实现 [43]，获得的分数约为 0.75，而非约 0.3。详见 Appendix C。
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表 2: 与 DeepCache和 CacheMe的比较。
Sampling Method T Parallel FID ↓ Clipscore ↑ s/image

DDIM 50 × 21.75 0.773 2.42
DDIM w/ DeepCache 50 × 21.53 0.770 1.0556%↓
DDIM w/ CacheMe 50 × – – 1.3044%↓

DDIM w/ Ours 50 ✓ 21.62 0.775 0.5677%↓

表 3: DiT定量评估。
Sampling
Method

T
Image
Res.

FID ↓sFID ↓ IS ↑ Precision ↑Recall ↑ s/image

DiT 250 256 2.27 4.60 278.24 0.83 0.57 5.13
DiT w/ Ours250 256 2.31 4.55 276.05 0.82 0.57 3.6229%↓

DiT 250 512 3.04 5.02 240.82 0.84 0.54 26.25
DiT w/ Ours250 512 3.25 5.05 245.13 0.83 0.51 17.3534%↓

50-Step 40-Step 30-Step 20-Step 15-Step 10-Step 5-Step

DDIM

DDIM 
w/ Ours

DPM-
Solver++

DPM-
Solver++ 
w/ Ours

图 7: 在不同时间步生成的图像。
图 8: 用户研究结果。

DeepFloyd-IF模型中，计算负担和采样时间的减少分别达到了 15%和 24%。此外，我们的方
法可以与最新的采样技术（如 DPM-Solver [14]、DPM-Solver++ [47]和 ToMe [35]）相结合。
我们的方法在保持良好模型性能的同时提高了采样效率，FID 和 Clipscore 的变化均可以忽
略不计（见 Tab. 1第三到第八行）。在不同采样步数下，我们的方法也表现出良好的性能（见
Fig. 7和 Appendix D的定量结果）。重要的是，这些结果表明我们的方法与这些加速技术是
正交且兼容的。如 Fig. 1所示，我们可视化了采用不同采样技术生成的图像。我们的方法仍
能生成高质量的结果（更多结果请参见 Appendix F）。

我们的方法支持使用多 GPU 并行生成单张图像。在多 GPU 并行的情况下，我们的方法进
一步将 SD的采样速度提升了 77%，而 DeepCache [22]和 CacheMe [23]分别实现了 56%和
44%的加速（详见 Tab. 2）。这些结果表明，与 DeepCache [22]和 CacheMe [23]相比，我们
的方法在加速效果上具有显著优势。

4.2 扩散 Transformer

我们的方法同样在 DiT模型上进行了评估。如 Tab. 3所示，对于分辨率为 256和 512的 DiT
采样，我们分别实现了约 29% 和 34% 的加速，同时保持了高质量的生成结果（见 Figs. 1
和 18）。

4.3 文本引导扩散模型的其他任务

除了标准的文本生成图像任务外，我们还在其他任务上验证了我们提出的方法，包括：文本
生成视频、个性化生成以及参考引导图像生成。
文生视频 为了评估我们的方法，我们将其与 Text2Video-zero [4]和 VideoFusion [5]相结合。
如 Tab. 4（第二行和第四行）所示，当结合我们的方法时，这两种方法的计算负担和生成时
间分别减少了约 22%到 33%。这些结果表明，我们能够在文本生成视频任务中提高生成过
程的效率，同时保持视频的保真度（见 Fig. 1（左下））。以生成提示词“烟花在夜空中绽放”
的视频为例，VideoFusion模型生成 16帧视频耗时 17.92秒（1.12秒/帧）。当结合我们的方
法后，仅需 12.27秒（0.76秒/帧）即可生成高质量视频（见 Fig. 1（左下））。

个性化图像生成 Dreambooth [7]和 Custom Diffusion [8]是通过微调文本生成图像扩散模型
来定制任务的两种方法。如 Tab. 4（第九到第十二行）所示，我们的方法结合这两种定制化
方法，可以加速图像生成并降低计算需求。从视觉效果来看，我们的方法仍然能够根据参考
图像生成具有特定上下文关系的图像（见 Fig. 1（右））。
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表 4:文本生成视频、个性化生成和参考引导
生成任务的定量评估。† 和 ‡ 分别表示“边
缘”和“涂鸦”条件。

s/image↓
Method T FID↓

Clip-
score↑

GFLOPs/
image↓ Unet of

SD
SD

Text2Video-zero 50 - 0.732 39670 12.59/8 13.65/8
Text2Video-zero

w/ Ours
50 - 0.731 3069022%↓ 9.46/825%↓ 10.54/823%↓

VideoFusion 50 - 0.700 224700 16.71/16 17.93/16
VideoFusion

w/ Ours
50 - 0.700 14868033%↓ 11.1/1634%↓ 12.2/1632%↓

ControlNet (†) 50 13.78 0.769 49500 3.09 3.20
ControlNet (†)

w/ Ours
50 14.65 0.767 3140037%↓ 1.4354%↓ 1.5251%↓

ControlNet (‡) 50 16.17 0.775 56850 3.85 3.95
ControlNet (‡)

w/ Ours
50 16.42 0.775 3599037%↓ 1.8353%↓ 1.9351%↓

Dreambooth 50 - 0.640 37050 2.23 2.42
Dreambooth

w/ Ours
50 - 0.660 2735027%↓ 1.2145%↓ 1.4241%↓

CustomDiffusion50 - 0.640 37050 2.21 2.42
CustomDiffusion

w/ Ours
50 - 0.650 2735027%↓ 1.2145%↓ 1.4241%↓

表 5: 在 MS-COCO 2017 10K 子 集
上， 不 同 传 播 策 略 的 定 量 评 估。
FTC=FID×Time/Clipscore。

Propagation

strategy
FID ↓ Clipscore ↑

GFLOPs
/image ↓

s/image ↓
FTC ↓

Unet of SD SD

SD 21.75 0.773 37050 2.23 2.42 68.1

U
ni

fo
rm

I
tkey = {50, 48, 46, 44, 42, 40, 38, 36, 34, 32, 30, 28,

26, 24, 22, 20, 18, 16, 14, 12, 10, 8, 6, 4, 2}

21.55 0.775 3101116%↓ 1.6227%↓ 1.8125%↓ 50.3

II
tkey = {50, 44, 38, 32, 26, 20, 14, 8, 2}

21.54 0.773 2735027%↓ 1.2643%↓ 1.4640%↓ 40.7

III
tkey = {50, 38, 26, 14, 2}

24.61 0.766 2637029%↓ 1.1250%↓ 1.3644%↓ 43.7

N
on

-u
ni

fo
rm

I
tkey = {50, 40, 39, 38, 30, 25, 20, 15, 5}

22.94 0.776 2735027%↓ 1.2643%↓ 1.4241%↓ 41.9

II
tkey = {50, 30, 25, 20, 15, 14, 5, 4, 3}

35.25 0.742 2735027%↓ 1.2543%↓ 1.4241%↓ 67.4

III
tkey = {50, 41, 37, 35, 22, 21, 18, 14, 5}

22.14 0.778 2735027%↓ 1.2245%↓ 1.4241%↓ 40.4

IV
(Ours)

tkey = {50, 49, 48, 47, 45, 40, 35, 25, 15}

21.08 0.783 2735027%↓ 1.2145%↓ 1.4241%↓ 38.2

参考引导图像生成 ControlNet [10]结合了一个可训练的编码器，能够成功生成文本引导的
图像，并保留与条件信息相似的内容。我们的方法可以同时应用于 ControlNet的两个编码器。
在本文中，我们验证了提出的方法在两种条件控制下的效果：边缘和涂鸦。Tab. 4（第五到第
八行）报告了定量结果。我们观察到该方法显著减少了生成时间和计算负担。此外，Fig. 1（中
间下方）从定性角度展示了我们的方法能够成功保留给定的结构信息，并实现与 ControlNet
类似的生成结果。

表 6: 先验噪声注入的定量评估。

Sampling
Method

SD (DDIM)
SD (DDIM) + Ours

w/o zT injection
SD (DDIM) + Ours

w/ zT injection

FID ↓ 21.75 21.71 21.08
Clipscore ↑ 0.773 0.779 0.783

用户研究 我们进行了用户研究，如
Fig. 8 所示，邀请受试者对生成结果进
行选择。研究采用成对比较（强制选择）
的方式，共有 18名用户参与，每位用户
评估 35对图像或视频。结果表明，我们
的方法与基线方法的表现同样出色。

4.4 消融研究

Non-uniform

(Ours)

SD (DDIM)

Uniform

图 9: 使用均匀和非均匀编码器传播生成图像时，
均匀策略 II的结果相较于 SD更加平滑，但丢失了
文本相关性。均匀策略 III和非均匀策略 I、II、III
生成的图像均表现出不自然的饱和度水平。

我们对均匀和非均匀编码器传播的不
同选择进行了消融实验。如 Tab. 5 所
示，非均匀设置在 FID 和 Clipscore 方
面的性能均优于均匀设置（见 Tab. 5第
三行和第八行）。此外，我们探讨了非
均匀策略中的不同配置。使用我们设定
的 关键 时间步集合的策略在生成过程
中表现出更好的结果（见 Tab. 5 第八
行）。我们进一步展示了基于上述选择
的定性结果。如 Fig. 9所示，在相同数
量的 关键 时间步下，九步非均匀策略
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I、II和 III的生成结果未能与提示词“萤火虫点缀夜空”对齐。尽管两步设置的生成图像在
视觉质量上令人满意，但其采样效率低于我们选择的设置（见 Tab. 5第二行和第八行）。

先验噪声注入的有效性。 我们评估了注入初始 zT 的有效性。如 Tab. 6所示，与 DDIM和我
们的方法（第二列和第四列）相比，不注入 zT（第三列）的 FID和 Clipscore差异约为 0.01%，
可以认为是可以忽略不计的。然而，这种差异在生成图像的视觉表现上有所体现。我们观察
到，输出图像虽然具有完整的语义信息，但纹理较为平滑（参见 Fig. 6（左图第二行））。注
入 zT 有助于在编码器传播期间保持生成结果的保真度（参见 Fig. 6（左图第三行）和 Fig. 6
（右图中红色和绿色曲线））。

5 结论
在这项工作中，我们探索了文本生成图像扩散模型中 UNet的编码器和解码器的特性，发现
编码器的特征在多个时间步之间变化极小，而解码器在所有时间步中都发挥着重要作用。基
于这一发现，我们提出了编码器传播方法以实现高效的扩散采样，加速了基于 UNet和基于
Transformer的扩散模型在多种生成任务中的推理过程。我们进行了广泛的实验，验证了该方
法能够在保持图像质量的同时显著提升采样效率。局限性：尽管我们的方法实现了高效的扩
散采样，但在使用较少采样步数（例如 5步）时，生成质量仍面临一定的挑战。此外，尽管
我们提出的并行化方法也可以应用于网络蒸馏方法 [18, 17, 19]，但本文未对这一方向进行探
索，留待未来研究。
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